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Введение. Одной из наиболее важных и успешных областей применения теории
нечётких множеств и нечёткой логики являются нечёткие системы, основанные на пра-
вилах. Указанные системы относятся к классу продукционных, в которых нечёткие мно-
жества и нечёткая логика используются в качестве инструмента для представления зна-
ний о решаемой проблеме, а также для моделирования отношений, существующих между
входными и выходными переменными. Использование нечётких высказываний в прави-
лах позволяет описать и обработать потенциальную неопределённость представленного

знания, а применение нечёткой логики делает методы вывода надёжными и гибкими [1].
Главные компоненты нечёткой системы, основанной на правилах, — база правил, база

функций принадлежности и собственно средства нечёткого вывода, преобразующие множе-
ство действительных входных значений в некоторое выходное значение. Базовым элемен-
том нечёткой системы является нечёткое правило, которое, по сути, есть микромодель,
описывающая определённую ситуацию. Входным переменным в правиле присваиваются
нечёткие значения. Выходным значением в зависимости от типа нечёткой системы может
быть либо линейная функция от входных переменных (система типа Такаги— Сугено [2]),
либо нечёткое значение (система типа Мамдани [3]), либо метка (нечёткий классификатор
[4]).

Популярность и практичность нечётких систем типа Такаги — Сугено объясняется

тем, что: 1) они могут быть идентифицированы путём объединения наблюдаемых данных
и знаний эксперта; 2) природа нечётких правил позволяет описать поведение моделируе-
мой системы в терминах причинно-следственных отношений; 3) нечёткие системы явля-
ются универсальными аппроксиматорами, способными представить любую непрерывную
нелинейную функцию с любой степенью точности [5–7].

Построение нечётких систем предполагает решение следующих основных задач: 1) ге-
нерация базы нечётких правил; 2) оптимизация параметров антецедентов (ЕСЛИ-частей)
и консеквентов (ТО-частей) правил; 3) проверка правильности построенной системы.

∗Работа выполнена при финансовой поддержке Министерства образования и науки РФ (государствен-
ное задание № 8.9628.2017/БЧ).
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Подавляющее большинство методов генерации базы нечётких правил основано на ме-
тодах нечёткого кластерного анализа, среди которых наиболее часто применяемыми явля-
ются: метод нечётких c-средних (c-means), алгоритмы Gustafson — Kessel и Gath — Geva,
метод нечёткой c-регрессии (FCRM) [8], алгоритм субтрактивной кластеризации [9], а так-
же комбинации указанных методов [10]. Среди перечисленных метод FCRM, формирующий
форму кластера в виде гиперплоскости, наиболее предпочтителен для решения задач по-
строения нечётких систем типа Такаги — Сугено. Однако реализация алгоритма FCRM
для нечёткого моделирования сталкивается со следующими проблемами: длительное вре-
мя выполнения, неустойчивость к шумам, высокая чувствительность к данным инициа-
лизации [11, 12]. В [13] предложен алгоритм инициализации нечётких систем типа Така-
ги — Сугено, в котором начальные значения антецедентов нечётких правил формируются
путём динамического разбиения входного пространства, а значения консеквентов — на

основе рекуррентного метода наименьших квадратов. Алгоритм инициализации основан
на разбиении пространства входных переменных на участки, характеризующиеся нечёт-
кими термами. Число правил определяется количеством сочетаний данных участков по
каждой переменной, поэтому рост числа правил в генерируемых системах экспоненциаль-
но возрастает с увеличением количества входных переменных. Для пространств больших
размерностей приходится уменьшать число разбиений до одного, чтобы избежать роста
числа правил. Такое разбиение определяет нечёткую систему с одним правилом, выход
которой соответствует выходу линейной регрессии на обучающих данных. Для моделиро-
вания нелинейного поведения и повышения точности необходимо большее число разбиений

пространства входных данных, а это приводит к значительному увеличению правил.
Оптимизация параметров антецедентов нечётких правил выполняется с использова-

нием различных метаэвристик и их гибридизации [14–16]. Для оптимизации параметров
консеквентов используются различные модификации метода наименьших квадратов.

В [17–19] генерация базы нечётких правил решалась с помощью оригинального алго-
ритма кусочно-линейной инициализации (КЛИ). Для оптимизации параметров консеквен-
тов применялся рекуррентный алгоритм наименьших квадратов [13]. Оптимизация пара-
метров антецедентов нечётких правил выполнялась с помощью алгоритма «стадо криля»

(krill herd), адаптированного к решению этой задачи.
Метаэвристика под названием «стадо криля» имитирует перемещение антарктичес-

кого криля в процессе поиска пищи с учётом взаимосвязанных внешних, индивидуальных
и коллективных факторов. Эта метаэвристика была впервые предложена в [20], с тех
пор она успешно применялась для решения многих задач оптимизации, в том числе для
расчётов, связанных с фазовым равновесием и фазовой стабильностью [21], для решения
задач классификации и диагностики раковых заболеваний [22], для автоматической сег-
ментации клеточных ядер [23]. Авторы перечисленных работ отмечают высокую эффек-
тивность и быструю сходимость алгоритма «стадо криля» по сравнению с такими обще-
известными метаэвристиками, как генетический алгоритм, алгоритм пчелиной колонии,
гармонический поиск.

Целью предлагаемого исследования является разработка метода построения нечётких

аппроксиматоров типа Такаги — Сугено на основе алгоритма «стадо криля» и кусочно-
линейной инициализации.

Постановка задачи. Правила нечёткой системы типа Такаги — Сугено имеют вид

ЕСЛИ x1 = A1i И x2 = A2i И . . . И xn = Ani ТО y = d0i + d1ix1 + d2ix2 + . . .+ dnixn,

где Aij — нечёткий терм, которым оценивается входная переменная xi, выход y задаётся
линейной функцией от входных переменных.
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Выход системы определяет следующее отображение [2]:

f(x;θ,D) =
R∑

i=1

n∏
j=1

µAji
(xj)(d0i + d1ix1 + . . .+ dnixn)

/ R∑
i=1

n∏
j=1

µAji
(xj),

где x — входной вектор; n — число входных переменных; R — число правил; µAji
— функ-

ция принадлежности j-й входной переменной; θ — вектор параметров функций принад-
лежности; D — вектор параметров консеквентов правил D = [d01, . . . , d0R, d11, . . . , d1R, . . .
. . . , dn1, . . . , dnR]T .

Критерий качества аппроксимации на таблице наблюдений T = {(xp; yp) | p =
= 1, . . . ,m} может быть выражен среднеквадратической функцией ошибки [2]

MSE(θ,D) =
m∑

p=1

(yp − f(xp;θ,D))2
/

2m.

Для генерации базы правил предлагается использовать алгоритм КЛИ, для оптими-
зации параметров антецедентов — алгоритм «стадо криля», для оптимизации параметров
консеквентов — рекуррентный алгоритм наименьших квадратов.

Алгоритм кусочно-линейной инициализации относится к алгоритмам кластери-
зации и разбивает данные таблицы наблюдений на группы-кластеры, каждая из которых
ассоциируется с одним нечётким правилом. Кластеры формируются следующим образом.
Задаётся значение отклонения e. На входных наблюдениях находится самая удалённая точ-
ка от начала координат. Относительно этой точки ведётся построение кластера: в группу
итерационно добавляются ближайшие к этой точке данные до тех пор, пока среднеквад-
ратичная ошибка между выходными наблюдениями, входящими в кластер, и линейной
регрессией, найденной с помощью данных в кластере рекуррентным методом наименьших
квадратов, меньше e. На основе полученного кластера строится нечёткое правило с гауссо-
выми функциями принадлежности, имеющими параметры s — среднее и σ — отклонение,
определяемые следующим образом:

s =
l∑

k=1

xk

/
l, σ =

√√√√2/l
l∑

k=1

(xk − s)2,

где l — число данных в кластере. Формирование кластеров и правил продолжается до тех
пор, пока не будут просмотрены все данные таблицы наблюдений.

Параметр алгоритма e влияет на формирование структурных характеристик систе-
мы, а также на результат критерия качества. Поскольку целью инициализации являются
системы с высоким критерием аппроксимации при приемлемом уровне числа правил, то
задача нахождения параметра e в данной работе сведена к задаче оптимизации со следу-
ющими условиями: 

MSE(θe,De)→ min,

0 < e < ε,

Re ≤ 100,

где θe,De — параметры антецедентов и консеквентов нечёткой системы, сформирован-
ных алгоритмом инициализации с параметром e; Re — число правил полученной систе-
мы (здесь ограничивалось числом 100); ε — среднеквадратическая ошибка аппроксимации

обучающих данных линейной регрессией, построенной с помощью рекуррентного алгорит-
ма наименьших квадратов. Задача оптимизации решалась прямым методом оптимизации
Хука — Дживса [24].
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Алгоритм «стадо криля». Предложенный в [20] метод непрерывной оптимизации
под названием алгоритм «стадо криля» имитирует перемещение антарктического криля в

процессе поиска пищи с учётом взаимосвязанных факторов. Одним из факторов является
наличие хищника, который заставляет криля держаться вместе и увеличивает плотность
стада (N), другой фактор — поиск пищи (F), третий фактор — случайное блуждание

криля (RD).
В процессе решения задачи оптимизации параметров антецедентов координаты каж-

дого криля — это решение, определяемое вектором θ. Позиция i-го криля на (t + 1)-й
итерации выполнения алгоритма определяется следующим образом:

θi(t+ 1) = θi(t) + ∆θi∆t, ∆θi = Ni(t) + Fi(t) + RDi(t).

Перемещение криля Ni(t), вызванное движением других членов стада, вычисляется
по формуле

Ni(t+ 1) = Nmaxαi + wnNi(t), αi = αlocal
i + αtarget

i ,

где Nmax — максимальная скорость криля в стаде; wn ∈ [0, 1] — коэффициент инерции при

движении членов стада; αlocal
i — вектор движения, учитывающий влияние соседей i-го

криля; αtarget
i — вектор движения, учитывающий влияние лучшего криля в стаде. Влияние

соседей определяется как

αlocal
i =

NN∑
j=1

K̂i, j θ̂i, j , θ̂i, j =
θj − θi

‖θj − θi‖+ ε1
, K̂i, j =

MSEj −MSEi

MSEworst −MSEbest
.

Здесь MSEi — среднеквадратическая ошибка i-го решения; ε1 — малое положительное

число; MSEworst, MSEbest — ошибки худшего и лучшего решений; NN — число соседей,

находящихся от i-го криля на расстоянии меньше чем ri = 1/5P
P∑

j=1
‖θi− θj‖ (P — число

криля в стаде).
Вектор движения, учитывающий влияние лучшего криля в стаде, находится по фор-

муле

αtarget
i = CbestK̂i,bestθ̂i,best, Cbest = 2(rand + t/tmax),

где rand ∈ [0, 1] — случайное число; tmax — максимальное число итераций.
Перемещение i-го криля в поисках пищи определяется предполагаемым расположени-

ем пищи и предыдущим опытом криля и вычисляется по следующим формулам:

Fi(t+ 1) = Vfβi + wfFi(t), βi = βfood
i + βbest

i , βfood
i = CfoodK̂i, foodθ̂i, food,

Cfood = 2(1− t/tmax), θfood =
P∑

i=1

1

Ki
θi

/ P∑
i=1

1

Ki
, βbest

i = K̂i, ibestθ̂i, ibest,

где Vf — скорость перемещения криля при поиске пищи; wf ∈ [0, 1] — коэффициент инер-
ции при поиске пищи; θibest — лучшая из всех предыдущих позиция i-го криля.

Случайное блуждание криля находится из выражения

RDi = RDmax(1− t/tmax)δ,

где RDmax — максимальная скорость блуждания; δ — случайный вектор направления

движения, элементами которого являются равномерно распределённые числа из диапазона
[−1, 1].
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Коэффициент масштабирования ∆t находится из выражения

∆t = Ct

NV∑
j=1

(UBj − LBj),

где Ct — константа, значение которой рекомендуется [20] брать из диапазона [0, 2], в
нашем случае значение было выбрано равным 0,1; NV — общее число параметров; LBj ,
UBj — нижняя и верхняя границы j-го параметра.

Эксперимент. Описанные выше алгоритмы инициализации и оптимизации исполь-
зовались для генерации структуры и оптимизации параметров θ функций принадлежности
нечётких систем типа Такаги — Сугено. Полученные нечёткие системы проверялись на
реальных наборах данных из репозитория KEEL [25].

Алгоритм КЛИ, входящий в состав описанного метода построения нечётких систем
типа Такаги — Сугено, генерирует системы, обладающие меньшей ошибкой по сравне-
нию с предложенным ранее алгоритмом динамического разбиения входного пространства

(ДРВП) [13]. Подтверждением тому являются результаты тестов пятикратной перекрёст-
ной проверки, приведённые в табл. 1. Здесь R — количество правил, MSEtra и MSEtst —
среднеквадратические ошибки на обучающих и тестовых данных. Для оценки статисти-
ческой значимости различий в числе правил и ошибках аппроксиматоров, сформирован-
ных алгоритмами КЛИ и ДРВП, использован критерий парных сравнений Уилкоксона.
Сравнительный анализ позволил сделать следующие выводы:

1) отсутствует значимое различие между количеством правил в сравниваемых ап-
проксиматорах;

2) есть значимое различие между ошибкамиMSEtra в сравниваемых аппроксиматорах
(p-value < 0,0022);

3) есть значимое различие между ошибками MSEtst в сравниваемых аппроксиматорах
(p-value < 0,012).

Таб л иц а 1

Оценки построения аппроксиматоров алгоритмами инициализации

Набор

данных

Алгоритм ДРВП Алгоритм КЛИ

R MSEtra MSEtst R MSEtra MSEtst

Plastic 1,0 1,166 1,172 1,0 1,166 1,172

ele2 160,2 7379 7872 6,0 6965 7340

delail 1,0 1,477 1,480 3,0 1,380 1,404

fried 129,6 0,849 0,931 83,0 0,556 1,070

dee 1,0 0,081 0,084 2,0 0,076 0,080

stp 412,2 0,824 0,904 5,0 0,626 0,695

wan 1,0 1,211 1,238 4,0 0,827 0,879

wiz 1,0 0,781 0,799 3,0 0,697 0,749

mor 1,0 0,007 0,007 6,2 0,003 0,005

tre 1,0 0,028 0,030 3,0 0,020 0,027

ca 1,0 45,790 46,79 2,4 33,46 30,62

pole 1,0 463,200 465,010 13,0 272,873 278,738

pum 1,0 3,554 3,589 3,4 3,534 3,534
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Алгоритм «стадо криля» содержит несколько констант. В нашем исследовании их

значения выбраны согласно рекомендациям [20, 26]: Nmax = 0,01, Vf = 0,02. Значение
константы ε1 выбрано равным 0,001. Для определения оптимальных значений параметров
алгоритма «стадо криля», таких как коэффициенты wn, wf ,RDmax и число итераций, были
эмпирически установлены зависимости значения ошибки MSE от указанных параметров.
На рис. 1 для четырёх наборов данных (pla, qua, dee, ele2) показаны зависимости MSE от
значений wn (�) и wf (•). Полученные зависимости позволяют сделать вывод о том, что
значения параметров wn и wf следует выбирать из диапазона [0,85; 0,95].

Для нахождения оптимального значения параметра RDmax проведены эксперименты

на трёх наборах данных pla, dee, ele2 (рис. 2). Отсутствие явно выраженной тенденции в
изменении MSE в зависимости от значений параметра RDmax не позволило установить оп-
тимальное значение RDmax. В наших экспериментах оно выбрано равным 0,006. Методом
проб значение константы ε1 выбрано равным 0,001.

Для определения числа итераций были проведены эмпирические оценки точности ап-
проксимации в зависимости от указанного параметра. На рис. 3 изображены зависимости
для четырёх наборов данных. Количество итераций, на которых стабилизируется оценка
точности, не превысило 250, поэтому такое значение рекомендовано для задания числа
итераций в оптимизационном алгоритме.
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Таб л иц а 2

Оценки построения аппроксиматоров

Набор

данных

ANFIS-SUB LINEAR-LMS LEL-TSK

R MSEtra MSEtst MSEtra MSEtst R MSEtra MSEtst
ele1(2/495) 27,8 1,513 2,15 1,993 2,093 27 1,190 2,402
pla(2/1650) 114 1,011 1,504 1,166 1,172 66 1,032 1,188
qua(3(2178) 40,4 0,015 0,155 0,0178 0,0179 127 0,0151 0,0308
ele2(41056) 2 8208 8525 13361 13541 44,8 2928 3752
frie(5/1200) 53,8 0,085 3,158 3,612 3,653 435 0,322 1,070
mpg6(5/398) 299,6 0,002 8,079 5,780 6,084 79 1,473 6,357
delail(5/7129) 57,2 0,973 1,484 1,478 1,478 105,2 1,193 1,760

dee(6/365) 290,6 3087 2083 0,081 0,085 57,8 0,662 0,682
delelv(6/9517) 2 1,010 1,020 1,048 1,049 219,9 0,9642 2,788
ana(7/4052) 10,4 0,027 0,029 0,085 0,085 301 0,009 0,014
mpg8(7/398) 13,8 1,191 26,136 5,397 5,678 129 1,574 7,111
aba(8/4177) 9 2,008 2,733 2,413 2,472 107 2,040 2,412
cal(8/20640) 5,2 1,742 1,783 2,42 2,43 542 2,37 2,54
con(8/1030) 20,6 12,286 188,29 53,475 54,735 325 10,692 31,43
stp(9/950) 13,2 0,134 0,307 2,686 2,761 78,9 0,606 0,849

wan(9/1609) 6 0,639 0,845 1,213 1,241 123 0,709 1,632
wiz(9/1461) 6,2 0,544 0,701 0,782 0,800 116 0,699 2,227
for(12/517) 42,2 0,176 204755 1968,57 2013,89 418 160,35 14074,5

mor(15/1049) 9,4 0,001 0,003 0,009 0,010 64,3 0,259 0,472
tre(15/1049) 10 0,009 0,019 0,030 0,032 63,7 0,267 0,504
bas(16/337) 6,4 119561 1089824 224684 269122 374 9607 461402

Набор данных
METSK-HDe КЛИ и алгоритм «стадо криля»

R MSEtra MSEtst R MSEtra MSEtst
ele1(2/495) 11,4 1,350 2,022 6,0 1,668 1,875
pla(2/1650) 19,2 1,057 1,136 2,0 1,163 1,170
qua(3(2178) 18,3 0,0171 0,0181 2,0 0,0176 0,0178
ele2(41056) 36,9 2270 3192 5,0 5718 6317
frie(5/1200) 66,0 1,075 1,888 80,8 0,553 1,060
mpg6(5/398) 53,6 1,082 4,478 2,0 4,078 4,503
delail(5/7129) 36,8 1,190 1,402 32,0 1,3762 1,400

dee(6/365) 50,6 0,030 0,103 3,0 0,073 0,082
delelv(6/9517) 39,1 0,973 1,031 3,0 1,092 1,093
ana(7/4052) 33,3 0,002 0,004 2,0 0,847 0,086
mpg8(7/398) 64,2 1,154 5,391 2,0 3,990 4,425
aba(8/4177) 23,1 2,205 2,392 3,0 2,284 2,337
cal(8/20640) 55,8 1,64 1,71 1,0 3,08 3,09
con(8/1030) 53,7 15,054 23,885 3,0 33,320 35,231
stp(9/950) 66,4 0,167 0,387 5,0 0,557 0,630

wan(9/1609) 48,0 0,701 1,189 4,0 0,826 0,878
wiz(9/1461) 29,1 0,729 0,944 3,0 0,697 0,746
for(12/517) 40,6 551 5587 13,0 2137 2745

mor(15/1049) 27,2 0,005 0,013 6,0 0,003 0,004
tre(15/1049) 28,1 0,017 0,038 3,0 0,020 0,025
bas(16/337) 59,8 47900 368820 2,0 194065 249034
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Эффективность аппроксимации систем, построенных с помощью алгоритмов КЛИ,
«стадо криля» и рекуррентным алгоритмом наименьших квадратов, оценивалась с по-
мощью метода кроссвалидации и сравнивалась с известными методами, приведёнными
в работе [27]:

ANFIS-SUB — адаптивная нейронечёткая система, использующая субтрактивную
кластеризацию;

LINEAR-LMS — метод линейной регрессии, использующий классический МНК в ка-
честве метода оптимизации;

LEL-TSK — метод, основанный на комбинации индуктивного алгоритма для струк-
турной идентификации и эволюционной стратегии для параметрической идентификации;

METSK-HDe — масштабируемый двухэтапный метод нечёткого моделирования,
структурная идентификация выполняется с помощью генетического алгоритма, для пара-
метрической идентификации используется комбинация генетического алгоритма и фильт-
ра Калмана.

Усреднённые значения оценок приведены в табл. 2 (жирным шрифтом выделены луч-
шие значения оценок для каждого набора данных).

Эксперименты продемонстрировали, что 8 из 21 набора нечётких систем, сформиро-
ванных алгоритмами КЛИ и «стадо криля», показали лучшее качество аппроксимации,
при этом число нечётких правил на всех наборах оказалось меньше.

Для оценки статистической значимости различий в числе правил и точности аппрок-
симаторов, сформированных алгоритмом «стадо криля» и алгоритмами-аналогами, ис-
пользован критерий парных сравнений Уилкоксона.

Сравнительный анализ позволил сделать следующие выводы:
1) критерий Уилкоксона указывает на значимое различие между числом правил

в аппроксиматорах на основе алгоритма «стадо криля» и аппроксиматорах-аналогах
(p-value < 9,6 · 10−4);

2) критерий Уилкоксона указывает на отсутствие значимого различия между точнос-
тями аппроксимации на тестовых данных в сравниваемых аппроксиматорах.

Таким образом, при статистически неразличимой точности сравниваемых аппрокси-
маторов сформированные алгоритмом «стадо криля» аппроксиматоры являются предпо-
чтительными в силу меньшего числа правил, что в конечном итоге указывает на их мень-
шую вычислительную сложность и более высокую интерпретируемость.

Заключение. При построении нечётких аппроксиматоров важно учитывать не толь-
ко качество аппроксимации, но и структурные характеристики получаемых систем, влия-
ющих на вычислительную сложность их выхода и интерпретируемость. К таким струк-
турным характеристикам относится число нечётких правил. Предлагаемый метод постро-
ения нечётких систем типа Такаги — Сугено, основанный на алгоритме кусочно-линейной
инициализации и метаэвристическом алгоритме «стадо криля», позволяет построить сис-
темы, статистически неразличимые по качеству аппроксимации и имеющие значимое от-
личие в числе нечётких правил по сравнению с алгоритмами-аналогами, что подтверж-
дается тестами на реальных данных. Полученные результаты свидетельствуют о при-
менимости предлагаемого метода для построения нечётких аппроксиматоров на основе

анализа данных.
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